
表格型强化学习 Tabular RL 学习路线与核心笔记

01 Tabular RL 学习 Roadmap
苏骏炜（Junwei Su） 从交互与价值，到策略改进

强化学习以提高策略的长期期望回报为目标。箭头表示概念与方法的衔接，学习顺序不意味着运行控制算法前必
须先训练一个 V。

表格表示与交互
有限状态与动作，记录长期价值

Bandit：估计、探索与利用
用样本估计动作的期望奖励

MDP：策略、回报与条件期望
先比较动作价值 qπ，再理解状态价值 vπ

Bellman：长期价值的一步分解
一步奖励，加后续价值的期望

动态规划 DP
策略评估、策略迭代、值迭代

Monte Carlo
完整回报；预测与控制

TD(0) 预测
一步奖励，加后继估计

Sarsa / Q-learning
学习 Q，用评分改善策略

Dyna-Q：学习与规划
真实转移更新 Q，学习模型，再模拟更新

多步方法与资格迹
n-step、λ-回报、TD(λ)

动作影响后续状态

已知模型 完整片段 一步经验

规划思想

Q-learning
加学得模型 扩展目标长度

多步方法也可直接扩展 TD 预测；经验回放复用真实转移；选讲衔接为 V 基线与 Actor-Critic。

读图时分清三组关系

任务 Prediction 固定策略评价 vπ 或 qπ；Control 改善策略。
表示与路线 V 评价状态，Q 比较动作；价值学习可用于控制，策略学习直接调整策略。

信息与目标 DP 用模型算期望；MC 用完整回报；TD 用采样与自举；Dyna 用模型生成经验。

核心理解 直接学 Q 的控制方法不需要先学 V。Prediction 提供价值估计的原理；V 与模型结合可用于 DP
控制，也能作为策略学习中的 Critic。
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02 交互、回报与策略目标
先说明在优化什么，再说明价值表记录什么

1 表格表示与 Bandit
状态、动作有限且规模可管理时，可按算法需要保存 V (s) 表、Q(s, a) 表或策略表。不必同时学习 V 和 Q；表
格表示不意味着模型已知或环境确定，相关条目仍需足够访问。

Bandit 每次从 k 个臂中选一个，只观察所选臂的奖励，动作不改变下一轮情境。真实均值 q∗(a) = E[R | A = a]，
估计为 Q(a)。第 n 次选臂 a 得到 R

(a)
n 后：

Qn(a) = Qn−1(a) +
1

n

[
R(a)

n −Qn−1(a)
]
=

1

n

n∑
i=1

R
(a)
i .

一般更新可用步长 α 代替 1/n。利用选择当前评分最高的动作，探索尝试其他动作以纠正估计。ϵ-greedy 以概
率 1 − ϵ 贪心，否则在全部 k 个动作中均匀采样；唯一贪心动作的总概率为 1 − ϵ + ϵ/k。UCB（选讲）选择
arg maxa[Qt(a) + c

√
ln t/Nt(a)]；Nt(a) 为此前访问次数，此式按 t ≥ 1 编号；未尝试的臂先尝试。不确定性加

分与环境奖励不同。

2 MDP、策略与随机性
有限 MDP 用状态、动作、转移与奖励规律及折扣因子描述交互。联合模型 p(s′, r | s, a) 允许奖励和下一状态随
机；策略 π(a | s) 给出动作分布。

St
At−−→ (Rt+1, St+1), Pr(St+1, Rt+1 | Ht, At) = Pr(St+1, Rt+1 | St, At).

Ht 是行动前历史。马尔可夫性要求状态保留预测下一步环境结果所需的信息；只看到位置，未必包含电量、任
务阶段等必要信息。未来动作还受策略影响。

3 回报、动作价值与状态价值

对终止时刻为 T 的片段，

Gt =

T−t−1∑
k=0

γkRt+k+1 = Rt+1 + γGt+1, GT = 0.

奖励是一步反馈，回报是一次轨迹的累计结果；0 ≤ γ ≤ 1。γ = 0 只重视下一奖励；有界奖励且 γ < 1 时无限期
回报有界，γ = 1 另需保证期望回报有限。

qπ(s, a) = Eπ[Gt | St = s,At = a] 先做a，以后按π 行动,

vπ(s) = Eπ[Gt | St = s] =
∑
a

π(a | s)qπ(s, a) 当前动作也按π 平均.

期望平均环境结果与后续动作的随机性。qπ 仍依赖未来策略；小写 v, q 表示真实期望，大写 V,Q 表示当前估计。
校园送件：O −1−−→ A −1−−→ B +10−−→ G，进入 G 终止。γ = 1 时三个回报为 8, 9, 10；V (G) = 0 不会删掉送达奖励。
单次回报 8 也不自动等于 vπ(O)。

4 最优策略、Prediction 与 Control
固定起始分布 S0 ∼ d0，策略目标可写为

J(π) = Eπ,d0 [G0] =
∑
s

d0(s)vπ(s), π∗ ∈ arg max
π

J(π).

Prediction 固定 π 估计 vπ 或 qπ；Control 利用经验或模型寻找更好的策略。价值学习与策略学习是实现路线，
不等同于预测与控制这组任务划分。

核心理解 若准确知道 q∗(s, a) = maxπ qπ(s, a)，直接取 π∗(s) ∈ arg maxa q∗(s, a) 即可选最优动作，无须另学
V。普通估计表 Q 的贪心策略是否最优，取决于估计质量与算法条件。
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03 Bellman 与动态规划
MDP 定义问题，Bellman 描述价值关系，DP 利用模型求解

5 一步分解：定义与条件要分开

Gt = Rt+1 + γGt+1 直接来自回报定义，不需要马尔可夫性。在条件期望中用 vπ(St+1) 概括未来，则需要状态充
分、环境平稳，并配合基于该状态的平稳策略。有限时域若依赖时间，可将时间并入状态或使用 vπ,t。

反例：等概率从 A、B 出发，都先到同一观测 X，第一步奖励 0；X 到终点的奖励分别为 +10,−10，γ = 1。只
按 X 混合平均得到 v̄(X) = 0，但

E[G1 | O0 = A, O1 = X] = 10 ̸= E[G1 | O1 = X] = 0.

从 A 出发若错误代入 0+ v̄(X)，就把真实期望 10 算成 0。将状态扩为“位置、起点”，即可区分 (X,A) 与 (X,B)

并正确递推。

6 期望方程与最优方程

固定策略下，既要平均环境后果，也要按策略平均后续动作：

vπ(s) =
∑
a

π(a | s)
∑
s′,r

p(s′, r | s, a)[r + γvπ(s
′)],

qπ(s, a) =
∑
s′,r

p(s′, r | s, a)

[
r + γ

∑
a′

π(a′ | s′)qπ(s′, a′)

]
.

最优方程把后续策略选择改为最佳动作：

q∗(s, a) =
∑
s′,r

p(s′, r | s, a)[r + γ max
a′

q∗(s
′, a′)],

v∗(s) = max
a

∑
s′,r

p(s′, r | s, a)[r + γv∗(s
′)].

Bellman 是价值应满足的关系，不等于已经知道价值；模型已知可计算期望，模型未知可从样本构造学习目标。

7 DP：评估与控制更新不同的对象
定义当前状态值表给出的一步动作评分

BV (s, a) =
∑
s′,r

p(s′, r | s, a)[r + γV (s′)].

方法 操作 任务

策略评估 固定 π，迭代 Vk+1(s) =
∑

a π(a | s)BVk
(s, a)。 Prediction

策略迭代 评估 vπ，再取 πnew(s) ∈ arg maxa Bvπ(s, a)，反复交替。 Control
值迭代 反复 Vk+1(s) = maxa BVk

(s, a)，随后从值表提取贪心策略。 Control
V 的作用：模型把后继状态值转换成每个动作的评分，因此 DP 可用 V 改善策略。GPI（广义策略迭代）允许
评价与改进交错进行。有限折扣 MDP 的标准收敛结论不应直接套用到任意未折扣任务。

8 同一三状态模型，对照两种控制过程

在 S 可立即到 G 得 1，或先到 A 得 0；A 的唯一动作到 G 得 3。G 终止，γ = 1。策略迭代：初始在 S 立即结
束，评估得 vπ(S) = 1, vπ(A) = 3。比较 1 与 0 + 3，改成先去 A，再评估得 vπnew(S) = 3。同步值迭代：从全零
值表开始，(V (S), V (A)) 依次为 (0, 0)→ (1, 3)→ (3, 3)。每轮使用上一轮的值，奖励先到 A，再传播到 S。

核心理解 策略迭代先评价当前策略再改进；值迭代每次就用最优目标备份。二者都属于控制，且都可以用 V

作为中间工具。
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04 MC 与 TD：从经验构造价值目标
固定策略先学会评价；改变学习目标或策略，形成不同算法。

9 期望、采样与自举：三个不同的学习目标

固定策略 π，用 V 估计 vπ。统一更新为 X ← X + α(Y −X)：

方法 预测目标 Y（非终止转移） 信息与机制

DP Eπ[Rt+1 + γV (St+1) | St = s] 已知模型；完整期望、自举

MC Gt 完整片段；采样、不自举

TD(0) Rt+1 + γV (St+1) 一步经验；采样、自举

广义 Monte Carlo 是用样本平均近似期望；本课的 MC 方法特指用完整回报学习。TD 也采样，但还用当前
价值估计自举未来；因此并非这里的 MC 回报方法。

10 MC Prediction 与 Control：四步流程
每个片段内保持当前策略不变；终止后倒推 Gt = Rt+1 + γGt+1，GT = 0。

步骤 Prediction：评价固定策略 Control：持续改善策略

准备 固定 π；初始化 V 或 Q 初始化 Q 与探索策略

收集 按固定 π 生成完整片段 按当前策略生成完整片段

学习 算回报，更新选中的 V 或 Q 算回报，更新选中的 Q

继续 保持 π，重复收集与更新 按 Q 做 ϵ-贪心改进，再收集

固定策略学 Q 仍是 Prediction；MC Control 无需先学 V。控制中的策略会变化，累计 Q 是持续修正的估
计，不是对当前策略已完成的精确评估。

11 首次访问与每次访问：选对回报样本

O A O A B G
−1 −1 −1 −1 +10

t = 1 t = 3

取 γ = 1：A 的首次访问用 G1 = 7；每次访问用 G1 = 7 和 G3 = 9。回报可倒序计算，“首次”须按正向时间判
断；估计 Q 时按 (s, a) 判首次。例如 V (St)← V (St) + α[Gt − V (St)]；估计动作值时换成 Q(St, At)。样本平均
用 α = 1/N，N 按当前条目实际选中的样本计数；新片段重置访问记录，保留值表和累计 N。

12 TD(0)：一步真实奖励，加上后继预测

δt = Rt+1 + γV (St+1)− V (St), V (St)← V (St) + αδt.

例如 O到 A得 −1，V (O) = 4、V (A) = 9，取 γ = 1, α = 0.5：目标 Y = 8，于是 V (O)← 4+0.5(8− 4) = 6。真
正终止：Y = Rt+1；坠崖得 −100 后回起点继续，仍需自举；人为时间截断不自动等于终止。TD 用一步样本近
似 Bellman 备份，再用当前估计补上未来，单次目标不保证更准确。固定 π、完整回报可积时，MC 目标的条件
期望等于真值；TD 会传递后继估计的偏差。目标方差没有普遍大小顺序，目标无偏也不保证任意训练结果无偏。
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05 控制与多步学习：目标决定后续行为
动作值可用于预测或控制；多步目标与资格迹延伸信用分配的范围。

13 Sarsa 与 Q-learning：未来按谁的行为评价
行为策略 b 产生经验，目标策略 π 是被评价或改善的策略。On-policy 使用同一策略；Off-policy 允许两者不同，
也可在线学习，仍需数据覆盖。

方法 非终止时的目标 Yt 估计对象与行为

Sarsa Rt+1 + γQ(St+1, At+1) 评价当前 π；同策略

Q-learning Rt+1 + γ maxa′ Q(St+1, a
′) 学习 q∗；允许异策略

均更新 Q(St, At)← Q(St, At)+α[Yt−Q(St, At)]。标准在线 Sarsa先按行为策略选 At+1，构造目标并更新，随后执
行同一个动作；Q-learning的目标不需要实际下一动作。真正终止时均取 Yt = Rt+1。同一经验：旧Q(O,去 A) = 5，
本步奖励 −1，γ = 1, α = 0.5；A 中最大动作值为 9，探索实际选中值为 2 的动作：

Sarsa： Y = −1 + 2 = 1, Q← 5 + 0.5(1− 5) = 3;

Q-learning： Y = −1 + 9 = 8, Q← 5 + 0.5(8− 5) = 6.5.

Sarsa 固定 π 时预测 qπ，控制时随 Q 改善策略。固定 ϵ > 0 的悬崖行走中，它会计入未来探索的代价，可能偏
好较远路线；两算法不必产生不同路线。

14 多步目标：既能更新 V，也能直接更新 Q
固定策略下，若 t+ n < T：

G
(n)
t =

n−1∑
k=0

γkRt+k+1 + γnV (St+n),

G
(n)
t,Q =

n−1∑
k=0

γkRt+k+1 + γnQ(St+n, At+n).

第二式为多步 Sarsa：途中及末端动作均按同一 π 采样。若 t + n ≥ T，只累加到终点，目标为 Gt，不再自举；
末尾不足 n 步的样本也要更新。

15 选讲：λ-回报与累积资格迹
令 L = T − t，有限片段的前向目标为

Gλ
t = (1− λ)

L−1∑
n=1

λn−1G
(n)
t + λL−1Gt.

λ = 0 取一步目标，λ = 1 取完整回报；剩 3 步且 λ = 0.5 时权重为 0.5, 0.25, 0.25。后向累积迹使用同一个 TD
误差更新多个状态：

et(s) = γλet−1(s) + 1{St = s}, V (s)← V (s) + αδtet(s).

新片段清零迹；未终止返回起点不清零。普通在线 TD(1) 不因此与 MC 完全相同；在线更新会改变后继估计，
前后向等价须说明相应条件或算法。

16 最优性保证：访问、步长与策略缺一不可

标准折扣表格设置：状态动作有限、奖励有界、0 ≤ γ < 1，每个 (s, a) 无限次访问。按该条目第 n 次更新选正
步长，满足

∞∑
n=1

αn(s, a) =∞,
∞∑

n=1

α2
n(s, a) <∞.

Q-learning 可在这些条件下收敛到 q∗；Sarsa 控制还需无限探索、极限贪心（GLIE）。固定正 ϵ 的行为本身通常
非最优；固定步长有噪声时通常持续波动，γ = 1 需另加适当终止条件。
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06 复用经验、模型规划与价值的用途
同一条更新规则，可以使用不同来源的信息；价值服务于策略改善。

17 经验回放与 Dyna：更新材料的来源

方法 更新材料的来源

经验回放 从缓冲区抽取保存的真实转移；无需环境模型。

Dyna 查询学得模型，产生模拟转移；真实反馈继续校准模型。

Q-learning 可用异策略数据；重放旧策略的 Sarsa 五元组通常需要额外处理。额外更新不增加真实观测；随机回
放只能减弱时间相关性。简单确定性模型可能返回与回放相同的转移。

18 Dyna-Q：真实学习、模型学习与规划

真实行动 直接更新 Q 更新模型 规划 n 次

对真实或模拟的 (s, a, r, s′, d)，使用相同目标与更新；d = 1 表示真正终止：

y =

{
r, d = 1,

r + γ maxa′ Q(s′, a′), d = 0,
Q(s, a)← Q(s, a) + α[y −Q(s, a)].

确定性模型可记录 (r, s′, d)；随机环境需结果分布或采样模型。模型错误或过时，规划也会传播错误；更多计算
不能替代真实探索。反复使用有限旧数据，并不自动保证收敛到真实环境的 q∗。收敛仍需访问覆盖、合适步长与
任务条件；规划次数不是收敛保证。

19 V 是工具，不是所有控制算法的必经步骤
DP：V 配合已知模型计算各动作后果，再改善策略。直接学 Q：MC Control、Sarsa、Q-learning 无需先学习
V；已知准确 qπ 与 π 可直接算出 vπ。V-Critic（选讲）：策略负责行动，V 评价当前策略；动作通过奖励和下
一状态进入 TD 误差：

δt = Rt+1 + γ(1− dt)V (St+1)− V (St), E[δt | s, a]|V=vπ
= qπ(s, a)− vπ(s).

当 V = vπ 时，上式期望等于优势；实际使用估计 V 时，TD 误差只是优势的近似信号。V (s) 也可作状态基线：
不依赖当前动作的基线不改变期望策略梯度，合适的基线可降低方差。

20 书本与本笔记的记号对照

中文教材 本笔记 含义

Rt, Ut Rt+1, Gt 当前动作的反馈、后续回报

Qπ, Vπ qπ, vπ 真实价值；本笔记的 Q,V 为估计

误差：预测减目标 误差：目标减预测 更新符号相反，实际修正相同
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