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课程路线与学习问题
01–02 交互、价值表与 Bandit 怎样估计期望，并兼顾探索？

03–04 MDP、价值、Bellman与 DP 评价谁？状态概括什么？怎样改善策略？

05–06 Monte Carlo 与 TD 目标用完整回报，还是一步奖励加估计？

07 Sarsa 与 Q-learning 后续按当前策略，还是按最优行为评价？

08 多步学习与资格迹 怎样组合更多经验与未来估计？

09–10 Dyna、综合比较与选讲 怎样复用经验？V 与 Q 各在何处发挥作
用？

每个算法都回答：学习对象是什么？目标怎样构造？它怎样改变行动？

Bandit、DP、MC 控制、Dyna 与资格迹保留为本课的表格型 RL 主线补充。
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强化学习：通过交互改善策略
强化学习（Reinforcement Learning, RL）研究：

如何根据行动后的奖励反馈，学会做出一连串更好的决策？

• 智能体（Agent）：做决定的一方，例如在网格里移动的机器人。
• 环境（Environment）：响应动作，返回反馈与新情境。
• 学习：利用经历调整选择方式，让后续行动获得更好的结果。

核心理解

强化学习把“选择动作”和“从选择的后果中学习”放在同一个循环里。
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交互时序与奖励下标

St︸︷︷︸
动作前的情境

At−−−−−→ (Rt+1, St+1)︸ ︷︷ ︸
动作后的反馈与新情境

• t = 0, 1, 2, . . . 表示依次发生的决策时刻。
• 状态（State）St：现在依据什么情境做决定？例如当前格子。
• 动作（Action）At：现在做什么？例如上、下、左、右。
• 奖励（Reward）Rt+1：刚才这个动作带来多少即时反馈？

核心理解

先在时刻 t 做动作 At，环境随后返回 Rt+1 和 St+1。新状态又成为下一次决策的起点。
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序贯决策与长期后果
悬崖行走（Cliff Walking）：从起点 S（Start）走向终点 G（Goal）。

S G悬崖：−100，返回 S

• 序贯决策（Sequential Decision Making）：当前动作改变下一步所处的情境。
• 两个动作现在都可能得 −1，但一个走向安全区域，另一个靠近悬崖。

悬崖行走规则：普通移动（包括进入终点 G）得 −1；坠崖得 −100并返回 S；只有到 G才结束。

核心理解

当前动作会影响未来还能做什么、会遇到什么。因此评价决策必须考虑长期后果。
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表格型强化学习的表示
表格型强化学习（Tabular RL）：为每个状态，或每个状态与动作的组合，单独存一个
价值估计，即对未来奖励的预测。

状态 动作 初始预测

格子 1 向上 0
格子 1 向右 0
格子 2 向上 0

各行独立，初始值 0 仅作示意。

通常适合：
• 状态、动作有限且可逐个列出。
• 规模不大，重要条目有足够经验。

如小型网格、少量老虎机。
例：10 个状态，每状态 4 个动作，需要
10× 4 = 40 个动作值条目。

核心理解

表格描述存值方式；即使环境随机、转移规则未知，也能使用表格型方法。
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价值表与函数逼近

表格型方法（Tabular Methods）
• 为每个状态或状态与动作的组合，
单独存一个预测数值。

• 适合状态、动作数量较少的任务。

函数逼近（Function Approximation）
• 用带共享参数的函数生成预测，例如
神经网络。
• 一次更新可改变多个状态的预测。

核心理解

本合集先固定简单表示，集中研究：经验应当如何改变预测，预测又如何改变动作选
择？
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控制目标与 Prediction 的作用
控制的最终目标：找到长期期望回报更高的策略，理想情况下得到 π∗。

分类维度 一类 另一类

任务 Prediction：评价给定策略 Control：改进策略
价值对象 V(s)：状态的长期评分 Q(s, a)：动作的长期评分

Prediction 是问题类型，不是必须先学 V 的步骤
固定策略估计 Q，也是 Prediction。MC Control 可直接更新 Q 并改进策略，无需先训
练一张 V 表。

再区分一种分类：书中的“价值学习 / 策略学习”描述实现路线；两者都能用于控制。

8/120



多臂老虎机：估计动作奖励
一次只拉一台机器的拉杆：选哪台，就是选择哪个动作。

老虎机 A

? ? ?

未选择
没有新反馈

老虎机 B

? ? ?

本次选择 B
随机奖励：+2

老虎机 C

? ? ?

未选择
没有新反馈

核心理解

“臂”（Arm）对应一个可选动作。每台机器的平均奖励未知，只能通过反复尝试收集信
息；同一台机器每次给的奖励也可能不同。
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Bandit 的动作价值
多臂赌博机（Multi-armed Bandit）：反复从 k 个动作中选一个，每次只看到所选动作的
奖励。

q∗(a) = E[Rt+1 | At = a], Qt(a) ≈ q∗(a).

• a 是某个动作。竖线后的 At = a 表示“已选择这个动作”。
• q∗(a) 是该动作的真实平均奖励，Qt(a) 是时刻 t 的当前估计。
• 先假设平稳（Stationary）：奖励分布不随时间改变，但单次结果仍可随机。

核心理解

我们需要边估计、边选择，使学习期间的累计奖励尽可能高。探索的代价也计入表现。
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样本均值的增量更新
只看同一个臂：R1, . . . ,Rn 是它的前 n 个奖励，R̄n 是这 n 个数的样本均值（Sample
Average）。

R̄n =
1

n

n∑
i=1

Ri.

对 n ≥ 2，前 n− 1 项的和等于 (n− 1)R̄n−1，所以

R̄n =
(n− 1)R̄n−1 + Rn

n = R̄n−1 +
1

n(Rn − R̄n−1).

核心理解

新样本与旧均值的差决定修正方向。例如 2 + 1
4(6− 2) = 3。

第一项用 R̄1 = R1 初始化。
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学习目标、步长与估计误差
把选中动作的旧估计写成 Q(a)，把本次观测奖励写成 R：

Q(a)← Q(a) + α [

目标︷︸︸︷
R −Q(a)]︸ ︷︷ ︸
预测误差

.

• 学习目标（Learning Target）是本次希望预测靠近的参考值，这里就是 R。
• 步长（Step Size）0 < α ≤ 1 决定移动多少；← 表示更新表中条目。
• 例：旧值 2、目标 6、α = 1

4，新值为 3。

核心理解

新估计 = 旧估计 +α(目标−旧估计)。
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从样本平均，理解蒙特卡洛的基本思想
如果期望难以直接计算，可以从相应分布取样，再对结果求平均：

X1, . . . ,Xn ∼ p, EX∼p[f(X)] ≈
1

n

n∑
i=1

f(Xi).

• 赌博机：固定一个动作，多次奖励的平均估计其期望奖励。
• 序贯任务：固定策略，多次完整经历的回报平均估计长期价值。
• 样本均值可增量维护：mn = mn−1 +

1
n [f(Xn)−mn−1]。

同一个名称，有宽窄两种用法

书第 2 章的 Monte Carlo 泛指采样估计期望；后文的 MC 预测/控制特指用完整回报作
目标。TD 也用采样，但其目标还包含当前价值估计。
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贪心选择与探索不足
贪心（Greedy）选择当前估计最大的动作：

At ∈ arg max
a

Qt(a).

arg max 返回使数值最大的动作；并列时可以从中任选一个。

利用（Exploitation）按已有知识获利；探索（Exploration）尝试其他动作以获得信息。

核心理解

一次低奖励可能只是运气差。若从此不再尝试，智能体就无法纠正对这个臂的低估。
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探索与利用：ϵ-贪心
ϵ-贪心（ϵ-greedy）用探索概率 0 ≤ ϵ ≤ 1 选择动作：{

选择当前估计最大的动作, 概率1− ϵ,

从全部k 个动作中均匀随机选择, 概率ϵ.

• ϵ 越大，分给随机尝试的机会越多。
• 四个动作、ϵ = 0.1 时，唯一贪心动作的总概率为 0.9 + 0.1/4 = 0.925。

核心理解

ϵ 控制“尝试哪个动作”；α 控制“看到反馈后把估计改多少”。
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上置信界 UCB（选讲）
置信上界（Upper Confidence Bound, UCB）将估计值与不确定性一起用于选择：

At ∈ arg max
a

 Qt(a)︸ ︷︷ ︸
已有估计

+ c
√

ln(t + 1)

Nt(a)︸ ︷︷ ︸
探索奖励项

 .

• Nt(a) 是时刻 t 前选择 a 的次数，c > 0 控制探索强度。
• 次数越少，奖励项越大。未尝试过的动作先尝试一次，避免除以零。

核心理解

评分同时考虑“看起来有多好”和“还有多不确定”。
探索奖励项影响动作选择，不改变环境实际返回的奖励。
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动作影响未来：悬崖行走

S G悬崖：−100，返回 S

坐标 (x, y)：x = 0, . . . , 11 从左到右；
y = 0, . . . , 3 自下而上。

• 状态是所在安全格子；动作是上、下、左、
右。
• 普通移动奖励 −1，进入终点也为 −1；撞
墙留在原地。
• 坠崖奖励 −100 并返回起点；只有到达终
点才结束。

核心理解：悬崖行走（Cliff Walking）
眼前两次移动可能都得到 −1，却把智能体带到风险不同的位置。比较动作时，必须考
虑它们将怎样改变未来。
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MDP 的组成
马尔可夫决策过程（Markov Decision Process, MDP）可写为

(S,A,P,R, γ).

• S、A：可能处于哪些状态，以及可以选择哪些动作。
• P(s′ | s, a)：在 s 做 a 后，转移到下一状态 s′ 的概率。
• R(s, a)：在 s 做 a 后的期望即时奖励；不是一次实际观测。
• γ：折扣因子（Discount Factor），稍后用它给未来奖励加权。

核心理解

模型（Model）回答“这样做以后会发生什么”；策略回答“现在选择什么”。本例另行
规定：每次从起点 Start 开始。
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转移与奖励的联合模型
联合模型（Joint Model）同时记录下一状态与奖励：

p(s′, r | s, a) = Pr(St+1 = s′,Rt+1 = r | St = s,At = a).

• 竖线右侧：已知当前在 s，并且采取动作 a。
• 竖线左侧：下一状态为 s′，且这一步收到奖励 r。
• 小写 s, a, s′, r 是具体取值；大写 St,At,Rt+1 是随机变量。

p(Start,−100 | (10, 1),下) = 1.

核心理解

模型告诉我们各种结果有多可能；一条真实经验只告诉我们这次发生了什么。
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当前观测，是否已经包含决策所需的信息？
状态的要求：当前信息足以概括与未来有关的历史。

Pr(St+1,Rt+1 | St,At,Ht) = Pr(St+1,Rt+1 | St,At),

其中 Ht 是此前交互历史；这是本课使用的马尔可夫性条件。

同一格子，可能还缺少什么？

若风向每步交替并影响移动，仅知道位置不够；还需知道风向阶段。若阶段不可见，就
需要利用过去的观测与动作推断。

观测 Ot 与状态 St 要区分

当前看到的信息未必足够。书中用局部迷宫视野说明：记住过去的信息，才能改善决
策；随意叠加几帧并不保证恢复马尔可夫性。
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轨迹、片段与终止状态
轨迹（Trajectory）记录连续发生的状态、动作与奖励：

S0,A0,R1, S1, . . . , ST−1,AT−1,RT, ST.

(9, 1) (10, 1) (11, 1) 终点 G
−1 −1 −1

• 片段（Episode）：从开始到终止的一段完整轨迹。
• T 是终止时刻；ST 是终止状态（Terminal State），本例即终点。
• 坠崖后继续走，仍属于同一个片段。
• 没有自然终点的任务，称为持续任务（Continuing Task）。

核心理解

一次经验是一种可能的未来。我们随后要把这条未来里的奖励合在一起评价。
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奖励与回报
奖励（Reward）Rt+1 是执行当前动作后得到的一步反馈。回报（Return）Gt 把之后的
奖励合在一起：

Gt = Rt+1 + γRt+2 + · · ·+ γT−t−1RT.

• Rt+1：接下来立即收到的奖励，权重为 1。
• γRt+2：再下一步奖励乘以未来权重 γ。
• 终止后没有奖励，约定 GT = 0；本例取 γ = 1，三步到终点则 Gt = −3。

核心理解

两个动作眼前都得到 −1，一个通向终点，一个通向危险区域；回报才能区分这些长期
后果。
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折扣因子与时间偏好
折扣因子（Discount Factor）0 ≤ γ ≤ 1 决定未来奖励的权重。

动作 A：奖励 (5, 0)

先得 5，再得 0，随后终止。

GA = 5 + γ · 0 = 5.

动作 B：奖励 (0, 100)

先得 0，再得 100，随后终止。

GB = 0 + γ · 100 = 100γ.

当 γ > 0.05 时，动作 B 的回报更高；γ = 0 时只优化下一次奖励。

核心理解

γ 决定“未来有多重要”；步长 α 决定“这次把估计改多少”。
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策略：给定状态下的动作分布
策略（Policy）规定在每个状态下如何选择动作：

π(a | s) = Pr(At = a | St = s),
∑

a
π(a | s) = 1.

• 给定状态 s，为每个动作分配非负概率；各动作概率之和为 1。
• 例：在 (10, 1) 向右的概率为 0.8，向下的概率为 0.2。
• At ∼ π(· | St) 中，∼ 表示从该分布采样一个动作。

核心理解

随机策略（Stochastic Policy）允许探索；确定性策略（Deterministic Policy）是以概率 1
选择某个动作的特殊情况。
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期望究竟在平均哪些随机性？
在当前状态 s，先由策略选动作，再由环境产生反馈：

At ∼ π(· | s), (St+1,Rt+1) ∼ p(·, · | s,At).

策略的随机性

同一格子，可以按 0.8/0.2 的概率选择不
同方向。
即使环境转移确定，未来路线仍可能随机。

环境的随机性

动作已经选定，下一状态或奖励也可能有
多个结果。
采用确定策略，也未必得到固定回报。

固定 s, a 只消去当前动作的选择；未来状态与未来动作仍可能随机。接下来，Q 与 V
都用期望给这些未来打分。
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先给动作评分：动作价值比较的是什么？
未来回报还没发生，先用条件期望评价当前选择：

qπ(s, a) = Eπ[Gt | St = s,At = a].

(10, 1)

向右

向下

• 固定当前状态 s 与第一步动作 a。
• 从下一步开始，仍按指定策略 π 行动。
• 对随后可能发生的奖励、状态与动作求平均。

为什么下标 π 不能省？

同一个格子、同一个第一步，后来由稳妥策略或冒险策略接手，长期结果会不同。
Q(s, a) 是表中的当前估计，目标才是 qπ(s, a)。

26/120



状态价值：按策略平均动作价值
动作尚未选定时，还需要对 At ∼ π(· | s) 求平均：

vπ(s) = Eπ[Gt | St = s] =
∑

a
π(a | s)qπ(s, a).

• qπ(s, a)：第一步指定做 a，之后按 π 走。
• vπ(s)：从第一步开始，就按 π 选择动作。
• 例：两动作的 qπ 为 2, 8，各选一半，则 vπ(s) = 5。

V 的作用是什么？
它把“从这里按此策略行动的表现”概括为一个数，可用于评估策略、构造后续预测，
或配合已知模型改进动作。这里的 V 是估计表，vπ 是真实期望。
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从动作评分到最优策略，还差什么？
qπ 评价“以后按指定策略走”；q∗ 评价“以后尽可能走好”：

q∗(s, a) = max
π

qπ(s, a), π∗(s) ∈ arg max
a

q∗(s, a).

书中的动作选择例子

若同一状态下三个动作的最优动作值为

q∗(s,左) = 130, q∗(s,右) = −50, q∗(s,上) = 296,

就选择“上”；比较的是长期期望回报，不是下一步奖励。

Q 与 V 的关系：准确的 q∗ 足以提取最优策略；v∗(s) = maxa q∗(s, a) 可直接读出。当
前 Q 是对 qπ 或 q∗ 的估计，须看具体算法。
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把“找到好策略”写成一个明确目标
先约定每次从哪里出发：S0 ∼ d0，其中 d0 是固定的起始状态分布。

J(π) = Eπ, S0∼d0
[G0] =

∑
s

d0(s)vπ(s), π∗ ∈ arg max
π

J(π).

若每次都从悬崖起点 Start 出发，就有 J(π) = vπ(Start)。

价值学习路线

先学习长期评分，再由评分选动作。
本课主要使用表格 V 或 Q。

策略学习路线

直接调整策略本身，让 J(π) 提高。
本书后续以策略梯度展开。

Prediction 的位置：先回答“某策略能取得怎样的回报”；控制再利用评价改善选择。
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阅读对照：书中记号与本课记号
两份材料采用不同记号，含义与时间顺序保持一致：

本书 本课 含义

Rt Rt+1 执行 At 后收到的一步奖励
Ut Gt 从当前动作开始的折扣回报
Vπ, Qπ vπ, qπ 指定策略的真实期望价值
表格或网络近似 V, Q 算法当前保存的估计
δ =预测−目标 δ =目标−预测 误差符号相反，更新方向一致

本课的终止与折扣约定

真正终止后 GT = V(ST) = 0，进入终点时的 RT 仍计入回报。有界奖励、γ < 1 保证折
扣回报有界；γ = 1 的数例假设期望片段长度有限。
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回报的一步递归
从回报定义中提出第一项：

Gt = Rt+1 + γ
(
Rt+2 + γRt+3 + · · ·

)
= Rt+1 + γGt+1.

• Gt+1：从下一时刻开始的剩余回报。
• 再乘 γ：把整个剩余未来换算为当前时刻的权重。
• 三步到终点且 γ = 1：−3 = −1 + 1× (−2)。

核心理解

当前的长期回报 = 下一步奖励 + 折扣后的剩余长期回报。这条递归关系，是 Bellman
方程的起点。
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从随机回报到 Bellman：哪一步用到了状态？
固定策略 π，先对回报递归求条件期望：

vπ(s) = Eπ[Rt+1 + γGt+1 | St = s].

若 St+1 已包含预测未来所需的信息，且之后按同一状态策略 π 行动，剩余回报的条件
期望就可用 vπ(St+1) 表示：

vπ(s) = Eπ[Rt+1 + γvπ(St+1) | St = s].

三件事要区分

回报递归来自定义；用状态价值概括未来需要充分状态；Bellman 方程给出真实价值的
自洽关系，求解或估计价值还需要 DP、MC 或 TD 等方法。
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MDP、Bellman 方程与求解算法
MDP：规定状态、动作、转移与奖励规律；给定策略后可定义长期价值。
回报递归：Gt = Rt+1 + γGt+1，由累计奖励定义直接得到。

状态版 Bellman：用后继状态价值概括剩余回报的期望：

vπ(s) = Eπ[Rt+1 + γvπ(St+1) | St = s].

• 状态须包含预测未来所需的信息；策略也须按该状态决定动作。
• 上式按平稳 MDP 与平稳状态策略书写；有限时域可使用时间相关价值或把时间纳
入状态。

马尔可夫性用在哪里？

回报递归本身无须马尔可夫性；把未来概括为仅依赖 St+1 的价值，需要足够的状态信
息。DP 将这个关系变成计算，TD 用一步采样构造更新目标。
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反例：相同观测 X，未来却取决于起点
初始等概率位于 A 或 B；两步后终止，γ = 1。无动作选择，观测 Ot 只记位置。

起点 观测路线 第一步奖励 最后一步奖励

A A → X → G 0 +10

B B → X → G 0 −10

在 X 时，环境仍保留起点信息，但当前观测把它丢掉了：

E[G1 | O1 = X,O0 = A] = 10, E[G1 | O1 = X,O0 = B] = −10.

为什么只记 X 不够？
相同观测下，历史仍改变未来奖励；O1 = X 不能独立概括这段未来。
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把两段历史压成一个平均，哪里会出错？
只按观测 X 分组，定义一个混合平均：

v̄(X) = E[G1 | O1 = X] = 1
2(10) +

1
2(−10) = 0.

但从 A 出发的真实期望回报为 10，错误的一步替换却得到 0 + v̄(X) = 0。

错误不是求平均，而是丢掉了仍有用的条件

E[G1 | O0 = A,O1 = X] = 10 ̸= E[G1 | O1 = X] = 0.

修复：状态改为“位置、起点”。于是

v((X,A)) = 10, v((X,B)) = −10,

从 A 出发就能正确递推 0 + 10 = 10。
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Bellman 备份的数值计算
在 s = (10, 1)，取 γ = 1；下图给出策略概率、奖励与当前估计。

s
右移：r = −1，V((11, 1)) = −2

下移：r = −100，V(Start) = −20

0.8

0.2

0.8[−1 + (−2)]︸ ︷︷ ︸
右移分支贡献

+0.2[−100 + (−20)]︸ ︷︷ ︸
下移分支贡献

= −26.4.

核心理解：回溯（Backup）
分支上先算“奖励 + 后继估计”，再按概率平均。−26.4 是本次更新目标；后继估计变
了，目标也会改变。
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Bellman 期望中的两层平均（选讲）

vπ(s) =
∑

a
π(a | s)

∑
s′,r

p(s′, r | s, a) [r + γvπ(s′)].

• 内层
∑

s′,r：固定动作，对可能的下一状态与奖励求平均。
• 外层

∑
a：再按策略对不同动作求平均。

• 联合模型还给出 P(s′ | s, a) =
∑

r p(s′, r | s, a)。
R(s, a) =

∑
s′,r

r p(s′, r | s, a) 是即时奖励的期望。

核心理解

看似复杂的公式，仍然只是在重复一件事：列出可能后果，按概率加权。
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最优价值与 Bellman 最优方程
最优状态值（Optimal State Value）比较所有策略：

v∗(s) = max
π

vπ(s).

贝尔曼最优方程（Bellman Optimality Equation）把第一步改为选择最好动作：

v∗(s) = max
a

E[Rt+1 + γv∗(St+1) | St = s,At = a] .

• maxa：比较在当前状态可以选择的动作。
• E：选定动作后，仍对环境可能产生的结果求平均。

核心理解

评估按当前策略平均动作；最优性要求选择最好动作。两者都考虑即时奖励与未来价
值。
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Q 的 Bellman 方程：下一动作平均，还是取最好？
给定策略：下一动作仍按 π 选择。

qπ(s, a) =
∑
s′,r

p(s′, r | s, a)
[

r + γ
∑

a′
π(a′ | s′)qπ(s′, a′)

]
.

最优控制：下一状态起总是选择最好动作。

q∗(s, a) =
∑
s′,r

p(s′, r | s, a)
[
r + γ max

a′
q∗(s′, a′)

]
.

• 当前动作 a 已给定；比较或平均的是下一状态的动作 a′。
• 可选择动作，不能选择环境一定产生什么结果：对 s′, r 仍求期望。
与 TD 控制的联系： Sarsa 采样下一动作，学习当前策略的后果；Q-learning 的目标采
用下一状态的最高评分。
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动态规划：固定策略的价值评估
动态规划（Dynamic Programming, DP）用已知模型反复计算。策略评估（Policy
Evaluation）先固定 π，估计 vπ：

Yk(s) = Eπ[Rt+1 + γVk(St+1) | St = s], Vk+1(s)← Yk(s).

• 目标是什么？Yk(s) 是用当前值表算出的完整期望。
• 需要什么？策略 π、环境模型 p 与当前值表 Vk。
• k 是计算轮次，t 是环境时间；逐轮更新各状态，终点值保持 0。

核心理解

把 Bellman 关系变成反复计算：当前估计用于预测未来，新目标用于修正现在。
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同步策略评估（选讲）

Vk+1(s) =
∑

a
π(a | s)

∑
s′,r

p(s′, r | s, a)[r + γVk(s′)].

1. 给每个非终止状态设一个初始估计，例如 V0(s) = 0。
2. 固定策略 π；对每个状态，按模型算出右侧加权平均。
3. 得到新表 Vk+1 后，再开始下一轮；值变化足够小时停止。

核心理解

“对模型精确求期望”不等于“已经知道真实值”。后继估计也在更新，所以通常需要多
轮计算。
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为什么已知模型时，学 V 也能改进策略？
只有 vπ(s) 的一个分数，还不能直接比较该状态的动作；环境模型补上一步前瞻：

qπ(s, a) =
∑
s′,r

p(s′, r | s, a)
[
r + γvπ(s′)

]
.

策略改进：比较各动作的一步目标，令

π′(s) ∈ arg max
a

qπ(s, a).

• 已知模型：V 加上模型，可以算出用于选动作的评分。
• 无模型且直接学 Q：动作评分已在表中，可直接比较，无须再训练 V。

这是改进一步，不是一步到最优

在标准条件下，基于真实 qπ 的贪心改进不会变差；新策略改变了未来，通常还要继续
评估与改进。
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策略迭代：评估与改进
策略迭代（Policy Iteration）交替执行两种计算：

π0
评估−−→ vπ0

改进−−→ π1
评估−−→ vπ1 −→ · · · .

1. 评估：固定当前策略，充分计算它的值函数。
2. 改进：依据这些值，选择更好的动作。
3. 重复：新策略改变了未来，因而需要重新评估。

核心理解

值函数帮助我们修改策略；策略修改后，值函数也需要跟着更新。在标准条件下，改进
不再改变策略时得到最优策略。
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值迭代：反复进行最优备份
值迭代（Value Iteration）把一步前瞻与选择最佳动作合在一起：

Vk+1(s) = max
a

∑
s′,r

p(s′, r | s, a)[r + γVk(s′)].

• 对每个动作，先算“即时奖励 + 后继估计”的期望。
• 在这些动作目标中取最大值，作为当前状态的新估计。
• 值稳定后，在每个状态选取使该目标最大的动作，形成策略。

核心理解

策略迭代先充分评估再改进；值迭代每做一次前瞻，就立即比较最佳动作。
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广义策略迭代 GPI
广义策略迭代（Generalized Policy Iteration, GPI）：

策略评估 Policy Evaluation
修正“这样行动会怎样”的预测

策略改进 Policy Improvement
依据预测，修改动作选择

值

策略

• 评估主要改变值估计；改进主要改变行为规则。
• 两者可以尚未完全结束就交替；后续算法会改变评估时使用的目标。

核心理解

控制（Control）让值估计与动作选择相互推动，逐步改进长期行为。
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策略评估、策略迭代与值迭代
共同条件：环境模型已知，可计算奖励与后继价值的期望。

方法 任务 计算过程

策略评估 Prediction 固定 π，反复更新 V，估计 vπ
策略迭代 Control 充分评估当前策略，再贪心改进；重复两阶段
值迭代 Control 备份取最佳动作目标，最后提取策略

对当前估计，定义一步动作目标：

Yk(s, a) =
∑
s′,r

p(s′, r | s, a)[r + γVk(s′)].

评估按策略平均：Vk+1(s) =
∑

a π(a | s)Yk(s, a)。
值迭代取动作最大值：Vk+1(s) = maxa Yk(s, a)。
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三状态算例：立即结束或经 A 到达
状态为 S、A、G；G 是终点，V(G) = 0，γ = 1。

当前状态 动作 下一状态 奖励

S 立即结束 G +1

S 先去 A A 0

A 结束（唯一动作） G +3

直接结束：S → G，回报为 1。
经过 A：S → A → G，回报为 0 + 3 = 3。

初始策略

在 S 立即结束；在 A 结束。所有转移确定且模型已知，片段最多两步。
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三状态算例：策略评估与改进
1. 评估初始策略：在 S 直接结束，因此

vπ0(S) = 1, vπ0(A) = 3, vπ0(G) = 0.

2. 用旧策略的后继价值比较 S 的动作：

qπ0(S,立即结束) = 1 + vπ0(G) = 1,

qπ0(S,先去 A) = 0 + vπ0(A) = 3.

3. 改进并重新评估：新策略 π1 在 S 选择先去 A，vπ1(S) = 3；再次改进不再改变动作。

两个不同层次

只算初始策略的价值是 Prediction；评估后改动作并继续评价，是 Control。即使初始策
略从 S 不到 A，也可以按模型评价从 A 出发的价值。
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三状态算例：值迭代
从 V0(S) = V0(A) = V0(G) = 0 开始，终点值固定为零。

Vk+1(S) = max{1, 0 + Vk(A)}, Vk+1(A) = 3.

同步计算轮次 V(S) V(A)

初始 0 0

第 1 轮 max(1, 0) = 1 3

第 2 轮 max(1, 3) = 3 3

价值稳定后，在 S 比较 1 与 0 + 3，提取动作“先去 A”。

与策略迭代的差别

每次备份取最佳动作目标，无须先完整评估固定策略。同步更新用上一轮的表；A 的奖
励下一轮才传到 S。

49/120



案例的奖励与终止规则

悬崖行走 校园送件

用于说明 MDP、DP、探索行为 MC、TD、控制与 Dyna

普通移动 −1 −1

进入终点 G −1，片段终止 +10，片段终止

特殊转移 坠崖 −100，回起点继续 按地图选择相邻房间

终止后价值 V(G) = 0 V(G) = 0

校园送件的 +10 替代普通移动的 −1，不再另扣一步成本。

后续数例主要使用校园送件；比较探索风险时会明确回到悬崖行走。
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校园送件的状态、动作与奖励
用马尔可夫决策过程（MDP）描述移动：先选房间，再观察奖励与新位置。

St
At−−→ (Rt+1, St+1).

O
办公室

A
大厅

B
走廊

G
目标教室

C
阅览区

D
侧厅

连线可双向通行；从 O 出发，送到 G。

• 状态：所在房间；动作：选择一个相邻房
间。
• 普通移动得 −1；送达 G 的那一步得 +10，
立即结束。
• 一次片段（Episode）就是一次完整送件。

核心理解

地图与目标固定时，当前位置足以描述决策情境，满足 Markov 性。

51/120



蒙特卡洛预测
Monte Carlo Prediction

用一次完整送件的实际回报，评估当前策略。
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固定策略下的完整片段
先固定策略 π：不能用模型算出期望，就反复执行它，观察实际表现。

办公室 O
S0

大厅 A
S1

走廊 B
S2

教室 G
ST, T = 3

去 A：A0

R1 = −1
去 B：A1

R2 = −1
去 G：A2

R3 = +10

• 轨迹（Trajectory）：依次记录状态、动作、奖励，如图中这次实际送件。
• 一次片段（Episode）是一轮完整送件；T 是终止时刻。
• 每次得到一个实际回报；多次结果用来估计 vπ(s)。

核心理解

蒙特卡洛（Monte Carlo, MC）的起点：把策略执行出来，用结果评价它。
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完整回报：直接路线与绕路路线
固定策略下的两次可能经历；图上标出每一步的实际奖励（γ = 1）：

三步送达 O A B G
−1 −1 +10

回报 8

五步绕路 O A C D B G
−1 −1 −1 −1 +10

回报 6

GT−3︸ ︷︷ ︸
三步送达这次，从 O 开始

= RT−2 + RT−1 + RT = −1− 1 + 10 = 8.

送达后 GT = 0，但 RT = +10 仍要计入；绕路则多花两步时间。

核心理解

回报把整次送件变成一个数：既计入送达奖励，也计入沿途花费。
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回报的倒序计算
不只办公室 O 需要评价。沿途的大厅 A、走廊 B 也各有一个回报：

Gt = Rt+1 + γGt+1 , GT = 0.

办公室 O
t = T− 3

GT−3 = 8

大厅 A
t = T− 2

GT−2 = 9

走廊 B
t = T− 1

GT−1 = 10

教室 G
t = T

GT = 0

−1 −1 +10

10 + 0 = 10−1 + 10 = 9−1 + 9 = 8

从终点开始，沿下排向左计算

核心理解

行动按时间向右发生；回报从终点向左计算。相加的都是已发生的奖励，没有用预测。
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怎样把一次回报变成一次学习？
固定策略：vπ(s) = Eπ[Gt | St = s]；V(s) 保存当前估计。

V(St)← V(St) + α[Gt − V(St)].

本次实际送件
O → A → B → G
−1− 1 + 10 = 8 4：旧值 6：新值 8：目标

α = 0.5，移动一半

核心理解

目标为完整回报 8；步长（Step Size）α = 0.5 控制移动幅度。
4 + 0.5(8− 4) = 6 ：向样本靠近一点，不把一次回报当作真值。

第 n 个选中样本取 αn = 1/n，更新恰为样本平均；固定步长则是加权更新。
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首次访问与每次访问

O A O A B G
−1 −1 −1 −1 +10

t = 1 t = 3

首次访问（First-visit）
只使用 G1 = −1− 1− 1 + 10 = 7。
选择本片段中正向时间最早的一次访问。

每次访问（Every-visit）
使用 G1 = 7 和 G3 = −1 + 10 = 9。
每次访问都计算从那时起的回报。

核心理解

访问时刻决定对应回报；两种方法都估计同一个 vπ(s)。
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首次访问 MC：从送件记录到价值表的四步
固定策略 π。同一片段中，大厅 A 的首次回报是 7，不是后面的 9：

O
6

A
7

O
8

A
9

B
10

G
0

倒序算回报 Gt

正序选首次访问
t = 1 t = 3

1. 按 π 走到终点，保存片段。
2. 从 GT = 0 倒推各 Gt。
3. 重置“已访问”，按时间扫描。
4. 首次出现才更新，计数并标记。

更新：V(St)← V(St) + α[Gt − V(St)]。

片段 1：A 首次回报 7 片段 2：A 首次回报 9 持续更新 V(A)

核心理解

新片段重置“首次”记录，保留值表；多次经历积累对同一策略的评价。
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蒙特卡洛控制
Monte Carlo Control

有了评价，还要用它决定下一次怎么走。
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固定策略学 Q，仍然是在做预测
动作价值：qπ(s, a) = Eπ[Gt | St = s,At = a]。

大厅 A

走廊 B

阅览区 C

去 B：−1

去 C：−1

Q(A,去 B)

Q(A,去 C)

• 在 s 先做 a，之后按 π 继续送达 G：长
期表现如何？
• 两个动作都先得 −1；Q 分别记录它们
的长期评分。

• 需要带动作的完整记录；目标仍是对应
回报 Gt。

Q(St,At)← Q(St,At) + α[Gt − Q(St,At)].

核心理解

固定 π 时，更新 Q 仍是 Prediction；依据 Q 改善策略，才进入 Control。
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让动作评分改变策略，再用新策略收集经验
MC 控制（MC Control）：不再只评价固定策略，而是反复评估和改进。

1. 片段内固定当前策略；结束后用回报更
新 Q。

2. 改为关于当前 Q 的 ϵ-贪心策略。
3. 生成新片段，再评估、再改进。

π(a | s) ≥ ϵ

m , m =可选动作数.

这是 ϵ-软策略（ϵ-soft Policy）的概率下界。

大厅 A

去 B
唯一贪心

去 O

去 C

0.8

0.1

0.1

ϵ = 0.3, m = 3

核心理解

广义策略迭代（Generalized Policy Iteration, GPI）：值表改进策略，策略产生新经验。固
定 ϵ > 0 保留探索，不能直接宣称收敛到最优确定性策略。
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MC Prediction 与 Control 的流程
步骤 Prediction Control

初始化 固定策略 π，初始化 V 或 Q 初始化 Q 与带探索的策略
收集 按固定 π 走完片段 按当前策略走完片段
更新 算 Gt，更新对应的 V 或 Q 算 Gt，更新对应的 Q
继续 保持 π，收集下一片段 按 Q改善策略，保留探索，再收集

两者都使用完整回报；N 按状态或状态–动作条目计数，α = 1/N 是增量平均。

首次访问版本

状态预测取首次出现的 s；动作值预测与控制取首次出现的 (s, a)。Control 的策略会变
化，累计 Q 是持续修正的估计，不是对当前策略的一次精确评估。
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Prediction 的作用与 V 的算法依赖
MC Control 的实现路线：收集完整片段，更新 Q，改善策略，继续探索。这个流程无
需先学习一张 V 表。
课程先讲 Prediction，先集中理解：

1. 完整片段怎样提供回报样本 Gt？
2. 怎样把样本归到某个状态或状态–动作对，并估计期望？
3. 固定策略学会估计后，再引入策略变化与探索。

同样可行的教学起点

固定策略估计 qπ，本身就是 Q Prediction。在此基础上加入策略改进，就进入 MC
Control。先讲 V 是概念与教学选择，不是 Q 控制算法的前置计算步骤。

63/120



MC 的等待时间与样本波动
一次经历 O A B G

−1 −1 +10 G0 = 8

另一次经历 O A C D B G G0 = 6

同一办公室出发；每次都要等到 G，才得到本次完整目标。

好处
• 无需模型，也不借用当前价值预测。
• 目标来自真实发生的后续奖励。

代价
• 必须等终止；无终点不能直接用。
• 探索绕行可能使回报波动较大。

核心理解

MC 不用预测来补全未来；因此，它也必须等未来真的发生。
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一步经验中已知与未知的信息
先固定策略，专注于学习目标。刚从办公室 O 到大厅 A 时：
办公室 O

St

大厅 A
St+1

后续路线与奖励
尚未发生

Rt+1 = −1

已观察

Gt+1 =?

已有预测：V(A)

用当前
预测补

足未来

Gt = Rt+1︸︷︷︸
已经观察到

+γ Gt+1︸︷︷︸
还需等待的真实回报

.

从 MC 过渡到 TD
用当前对未来的预测代替尚未观察到的未来回报，就能提前构造更新目标。
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时序差分预测
Temporal-Difference Prediction

用已观察的一步奖励，加上对剩余未来的预测。
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TD(0) 的一步目标
固定策略的 Bellman 关系：

vπ(s) = Eπ[Rt+1 + γvπ(St+1) | St = s].

办公室 O
St

大厅 A
St+1

剩余未来尚未观察
先用 V(A) 预测

去 A：At

Rt+1 = −1
查询值表

Yt = Rt+1︸︷︷︸
刚观察到的奖励

+γ V(St+1)︸ ︷︷ ︸
对剩余未来的当前预测

.

• 用一次转移构造期望的样本；用当前 V 代替未知 vπ。
• 真正终止时未来项为 0，因此 Yt = Rt+1。

目标的误差：目标包含真实观测，也包含估计误差；单次目标不保证比旧值更准确。
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有了新目标，怎样修正当前预测？
非终止转移：先算差距，再修正。

δt = Rt+1 + γV(St+1)︸ ︷︷ ︸
Yt：目标

−V(St)︸ ︷︷ ︸
旧预测

, V(St)← V(St) + αδt.

目标 Yt 新估计 旧估计 V(St)

δt < 0：降低当前房间的评分

• δt：时序差分误差（TD Error），即目标减旧值；正则提高，负则降低。
• α 是步长（Step Size）；0 < α ≤ 1 控制一次改多少。

核心理解

更新骨架没有变：旧估计 +α× ( 目标 − 旧估计 )。
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TD(0) 的一次数值更新
只观察 O 到 A 这一步；取 γ = 1、α = 1

2。
办公室 O
旧 V(O) = 4

大厅 A
V(A) = 9

−1

到这里为止，真实送件尚未结束
V(A) = 9 只是当前预测

目标： Yt = −1 + 9 = 8,

误差： δt = 8− 4 = 4,

V(O)← 4 + 1
2 × 4 = 6 .

旧值 4 新值 6 目标 8

向目标靠近一半

核心理解

TD 已经学习了一次，虽然这段旅程还没有结束。
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自举：用后继估计构造目标
自举（Bootstrapping）：把另一个当前价值估计作为本次目标的一部分。

还未送达：借用未来预测

办公室 O 大厅 A
−1

借用 V(A)

Y = −1 + γV(A).

已经送达：不再有未来奖励

走廊 B 教室 G
+10

V(G) = 0

Y = 10 + γ × 0 = 10.

图中的虚线：价值预测传回前一状态；它可能带有估计误差。

核心理解

自举让学习提前发生；V(G) = 0 不会抹去进入 G 时得到的 +10。
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TD(0) Prediction 的交互循环
要估计：vπ； 需要：一个转移、固定策略 π 与当前 V 表。

1. 初始化 V，固定 V(G) = 0；按 π 行动，观察本步转移。
2. 构造目标：未终止时 Yt = Rt+1 + γV(St+1)；终止时 Yt = Rt+1。
3. 更新离开的状态：V(St)← V(St) + α[Yt − V(St)]。
4. 未终止就继续；到达 G 后开始新的片段，重复送件。

办公室 O 大厅 A 走廊 B 教室 G
−1 −1 +10

更新 V(O) 更新 V(A) 更新 V(B)

新片段回 O；仍按同一 π 行动

核心理解

行为规则不变；每一步都修正预测，再用新的送件经历继续学习。
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真正终止、返回起点与外部截断
取 γ = 1，一步 TD 目标为 Y = Rt+1 + V(St+1)。

校园送达 G： Y = 10 + 0 = 10,

悬崖行走到 G： Y = −1 + 0 = −1,
坠崖后返回 S： Y = −100 + V(S).

• 只有真正终止，才把后续价值设为零。
• 返回起点后仍继续行动，必须保留后续价值。
• 外部时间限制导致的截断，不自动等于任务终止。
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MC 与 TD：完整回报和一步目标
Monte Carlo：完整经历

办公室 O 大厅 A · · · 教室 G
−1 +10

包含途中是否绕行及所有奖励

Yt = Gt.

TD：一步观测 + 预测

办公室 O 大厅 A V(A)
−1 查询

未发生的未来，由当前估计补上

Yt = Rt+1 + γV(St+1).

比较项 MC TD(0)
环境模型 / 自举 不需要 / 否 不需要 / 是
是否等待片段结束 是 否

核心理解

MC 等到实际未来出现；TD 提前更新，代价是目标会受当前估计误差影响。
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等到真实结果，就一定更准确吗？
回到悬崖行走：同一格子、同一策略，这次可能顺利到达终点，下次可能探索失误而掉
下悬崖。

Eπ[Gt | St = s] = vπ(s)︸ ︷︷ ︸
固定策略、回报可积时，MC 目标在平均意义上正确

• 方差（Variance）：不同经历让目标波动，完整回报常有较大波动。
• 偏差（Bias）：TD 使用不准确的 V 时，目标平均值也可能偏离真实值。
• TD 通常减少对遥远随机未来的直接采样，但目标方差并非总比 MC 小。

核心理解

MC 和 TD 的取舍包括等待时间、目标波动和估计误差，不能只凭“真实”或“预测”
判断优劣。
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DP、MC 与 TD 的目标来源
方法 采样（Sampling）？ 自举（Bootstrapping）？ 目标来源

DP 否 是：自举 模型的完整期望
MC 是 否 完整样本回报
TD 是 是：自举 一步样本与预测

A
V(B)

V(O)

V(C)

每支目标 −1 + γV(s′)
大厅 A 再按 π 加权

O · · · G

办公室 O 到教室 G
等这次送达，得到完整回报

O A V(A)
−1

办公室 O 到大厅 A
只采样一步，其余用预测

核心理解

DP：完整期望 + 自举；MC：采样、不自举；TD：采样 + 自举。
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从价值预测到行为控制
From Prediction to Control

把一步学习用于动作评分，让预测帮助我们选择行动。
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沿用动作值 Q，把一步学习用于行动选择
状态值预测：固定 π

大厅 A
V(A) ≈ vπ(A)

整个状态只有一个评分
“处在这里有多好？”

动作值：可用于预测，也可用于控制

大厅 A

去走廊 B：Q(A,去 B)

去办公室 O：Q(A,去 O)

去阅览区 C：Q(A,去 C)

qπ(s, a) = Eπ[Gt | St = s,At = a], Q(s, a) ≈ qπ(s, a).

固定 π 学 Q 是预测；用 Q 改善 π 才是控制。现在把完整回报换成一步目标。

核心理解

没有转移模型时，直接学习动作值，可以比较不同动作的长期后果。
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更新动作评分之前，先明确“以后按谁的规则走”

行为策略（Behavior Policy）b
b(a | s)：实际选择动作的概率。

大厅 A

走廊 B

办公室 O

阅览区 C

0.8

0.1

0.1

例：ϵ = 0.3，唯一贪心动作是去 B。

目标策略（Target Policy）π
π(a | s)：想学习其表现的规则。

大厅 A 走廊 B
概率 1

示例：目标只选当前最高 Q
不要求真实行为停止探索

• 同策略（On-policy）：b = π；异策略（Off-policy）：b 可以不同于 π。
• Off-policy 也可在线学习；数据覆盖仍必要，经验回放不是必需步骤。

核心理解

谁负责行动，与目标假设今后怎样行动，可以是两套规则。
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Sarsa：同策略控制
Sarsa: On-policy Control

让学习目标与实际执行的行为规则保持一致。
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Sarsa 的目标，接上实际选出的下一动作
固定 π：评估 qπ； 控制：用 ϵ-贪心随 Q 改善策略。

办公室
O

大厅
A

去走廊 B
Q = 9

去办公室 O
Q = 4

去阅览区 C
Q = 2

−1

实际选定

分支框：Q(A,动作)；虚线尚未执行。

Yt = Rt+1 + γQ(St+1,At+1).

• 一步奖励，接上实际下一动作的评分。
• 即使探索选了去 C，也用

Q(A,去 C) = 2。
• 需要转移、选出的下一动作与 Q 表。

名字来自五项经验： St,At,Rt+1, St+1,At+1 → S,A,R, S′,A′；撇号表示下一时刻。

核心理解

Sarsa 是 On-policy：两个动作都按同一行为规则选出，目标包含探索的后果。
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Sarsa 的数值更新
本次误差：δS

t = Yt − Q(St,At)。

Q(St,At)← Q(St,At) + α
[
Rt+1 + γQ(St+1,At+1)

− Q(St,At)
]
.

目标 1 = −1 + 2 新评分 3 旧评分 5

Q(O,去 A) 向较低目标靠近；γ = 1, α = 1
2

• 只改本次访问的状态–动作条目；后续 ϵ-贪心选择使用新的 Q。
• 终止时目标只有 Rt+1，不再选择下一动作。

核心理解

评价当前行为，再依据评价改善行为：这仍是广义策略迭代（GPI）。
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Q-learning：异策略控制
Q-learning: Off-policy Control

实际行为继续探索，目标改为采用贪心下一动作。
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Q-learning：从最优方程到可执行更新
第一步：写出最优动作值必须满足的关系。

q∗(s, a) = E
[
Rt+1 + γ max

a′
q∗(St+1, a′) | s, a

]
.

第二步：观察一条转移，用当前表替代未知真值。

Yt =

{
Rt+1, 若本步真正终止,

Rt+1 + γ maxa′ Q(St+1, a′), 否则.

第三步：把访问条目向这个采样目标移动。

Q(St,At)← Q(St,At) + α[Yt − Q(St,At)].

两个近似：一次观测采样期望，当前 Q 自举未来；max 来自最优 Bellman 方程。
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Q-learning 的贪心目标
要估计：最优动作值 q∗(s, a) = maxπ qπ(s, a)；Q 是当前估计。

办公室
O

大厅
A

去走廊 B
Q = 9

去办公室 O
Q = 4

去阅览区 C
Q = 2

−1
贪心目

标

实际选定

分支框：Q(A,动作)；目标选最高分。

Yt = Rt+1 + γ max
a′

Q(St+1, a′).

• a′ 遍历候选动作；max 取最高的当前
评分。
• 在大厅取 max(9, 4, 2) = 9，无需等待
实际下一动作。
• 只需要一个转移与 Q 表；行为仍可探
索。

核心理解

Q-learning 是 Off-policy：目标中的动作规则可以不同于收集数据的行为规则。
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Q-learning 的数值更新

δQ
t = Rt+1 + γ max

a′
Q(St+1, a′)− Q(St,At),

Q(St,At)← Q(St,At) + αδQ
t .

旧评分 5 新评分 6.5 目标 8 = −1 + 9

Q(O,去 A) 向较高目标靠近；γ = 1, α = 1
2

• 上标 Q 标记本次 Q-learning 误差；Sarsa 则用实际下一动作的评分。
• 终止时未来项为 0；充分探索与合适步长等条件仍不可省略。

核心理解

相同的更新骨架，不同的未来行为假设，产生不同的学习目标。
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同一转移下的 Sarsa 与 Q-learning

办公室
O

大厅
A

去走廊 B
Q = 9

去办公室 O
Q = 4

去阅览区 C
Q = 2

−1
贪心目

标

实际选定

分支值均为大厅 A 的 Q(A,动作)。

Q(O,去 A) = 5, γ = 1, α = 1
2 .

本次探索选择去 C，因此实际下一动作
的当前评分为 2。

Sarsa：实际下一动作
Yt = −1 + 2 = 1。
Q← 5 + 1

2(1− 5) = 3 。

Q-learning：最大动作值
Yt = −1 + 9 = 8。
Q← 5 + 1

2(8− 5) = 6.5 。

核心理解

奖励相同；分歧在于“下一步实际会做什么”与“贪心会做什么”。
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标准在线循环：行动、学习，再行动
准备：初始化 Q，以 ϵ-贪心选当前动作；用 s, a, r, s′ 简记经验。

1. 执行 a，观察 r, s′。若终止，令 Y = r，本次更新后结
束片段。

2. 否则构造目标：
Sarsa：先按行为策略选 a′，Y = r + γQ(s′, a′)。
Q-learning：Y = r + γ maxa′ Q(s′, a′)。

3. 更新 Q(s, a)← Q(s, a) + α[Y− Q(s, a)]。
4. 移到 s′；Sarsa 执行已选的 a′，Q-learning 按行为策略
选下一动作。

走廊 B 教室 G
+10

Y = 10，结束片段

大厅 A 办公室 O
−1

尚未送达，继续自举
回到起点不等于终止

核心理解

每次只改一个条目；不断重复交互与更新，让动作选择随估计逐步改善。
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学习目标与最终路线

O
办公室

A
大厅

B
走廊

G
目标教室

C
阅览区

D
侧厅

贪心

已选

同样到达大厅 A，下一步如何计入目标？
• Sarsa：按实际策略选出的动作，例如探
索去 C。
• Q-learning：当前评分最高的动作，例如
贪心去 B。

两种算法可能都偏好 O → A → B → G。

核心理解

区别在学习目标如何看待下一动作，不能只凭最终路线判断算法。
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持续探索下的悬崖行走

Sarsa：考虑实际探索后果

S G悬崖：−100，返回 S

Q-learning：学习贪心目标

S G悬崖：−100，返回 S

固定 ϵ > 0 时，远离悬崖可能减少探索导致的 −100；Sarsa 的目标反映这项代价。

核心理解

贪心最优路线只需 13 步；实际探索仍可能掉落。图中较安全路径仅为示意。
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“会更新”与“收敛到最优”，还差哪些条件？
一个标准保证的设置：有限状态与动作、奖励有界、0 ≤ γ < 1。
• 每个 (s, a) 都要被无限次访问与更新。
• 对该条目的第 n 次更新，步长满足

∞∑
n=1

αn(s, a) =∞,

∞∑
n=1

α2
n(s, a) <∞.

Q-learning
上述条件下可学到 q∗。行为可以持续探索；
最终取关于 q∗ 的贪心策略得到 π∗。

Sarsa Control
还需行为在极限上贪心，同时保持无限探
索（GLIE）。固定正 ϵ 不满足这个要求。

注意适用条件：固定步长在有噪声时通常持续波动；γ = 1 需另加适当终止等条件。
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一步、多步和整段回报，是同一条目标链
固定策略预测：多观察几步奖励，再用当前估计接上尚未发生的未来。

一步：尽早更新

G(1)
t = Rt+1 + γV(St+1).

一个实际奖励，加一个后续预测。

两步：多等一份证据

G(2)
t = Rt+1 + γRt+2

+ γ2V(St+2).

两个实际奖励，再接后续预测。
• 一直观察到终点，自举项消失，就得到 MC 的完整回报 Gt。
• 更多真实奖励，减少对后续估计的依赖；也需要等待更多交互。

与本书的连接

本书对 Q 推导这条目标链；同样的分解也适用于这里的 V 预测。
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多步目标：实际奖励加剩余预测
令 n 为观察步数，T 为片段终止时刻。若 t + n < T：

G(n)
t =

n∑
k=1

γk−1Rt+k︸ ︷︷ ︸
前n 步：真实奖励

+ γnV(St+n)︸ ︷︷ ︸
此后：当前估计

.

• 若 t + n ≥ T，只累加到终点，目标就是 Gt，不再自举。
• n = 1 是 TD(0)；观察完整剩余片段时得到 MC 目标。

V(St)← V(St) + α
[
G(n)

t − V(St)
]
.

同一目标，不同信息量

仍在估计 vπ；改变的是观测长度、对估计的依赖，以及可更新的时机。
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多步学习也能直接更新 Q
多步 Sarsa：按同一策略 π 采样轨迹，把末端的 V 换成动作值 Q。若 t + n < T：

G(n)
t,Q =

n∑
k=1

γk−1Rt+k + γnQ(St+n,At+n).

Q(St,At)← Q(St,At) + α
[
G(n)

t,Q − Q(St,At)
]
.

• At+n 由策略 π 选择；途中动作也必须与该同策略设定一致。
• 终止时去掉自举项；两步目标例如 −1 + γ(−1) + γ2Q(St+2,At+2)。

从预测到控制

固定 π：预测 qπ。再以 Q 改善策略：形成多步控制；无需先学习 V。
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λ-回报：混合不同长度的目标（选讲）

TD(λ)：混合多种观察长度
0 ≤ λ ≤ 1 控制权重：λ 越大，越重视包含更多实际奖励的长目标。

例：当前离终点还剩 3 步，取 λ = 1
2：

Gλ
t = 1

2G(1)
t︸ ︷︷ ︸

看一步

+ 1
4G(2)

t︸ ︷︷ ︸
看两步

+ 1
4Gt︸︷︷︸

看到结束

.

• 三种目标给出三个预测；权重之和为 1，因此仍是一个回报预测。
• λ = 0 使用单步目标；λ = 1 使用完整回报目标。

核心理解

λ 在“尽早相信预测”与“更多依靠长期实际结果”之间调节。
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有限片段的 λ-回报（选讲）
对还剩 T− t 步的片段，λ-回报（λ-return）定义为

Gλ
t = (1− λ)

T−t−1∑
n=1

λn−1G(n)
t︸ ︷︷ ︸

尚未看到终点的各个长度

+ λT−t−1Gt︸ ︷︷ ︸
完整回报承接剩余权重

.

• n 逐个枚举观察长度；T− t 是从现在到终点还剩的步数。
• 短目标的权重为 (1− λ)λn−1，所有权重相加等于 1。
• λ = 1

2、还剩 3 步时：1
2 + 1

4 + 1
4 = 1。

核心理解

这仍是在构造一个学习目标：混合多种预测，而非改变所要估计的策略价值。
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资格迹：记录近期访问
到终点获得的新反馈，也可以用于修正多个较早访问过的状态的预测。

资格迹（Eligibility Trace）
给最近访问过的状态留一个会衰减的“记忆权重”，决定它分担当前 TD 误差的程度。

更早的格子
权重 0.25

上一个格子
权重 0.5

当前格子
权重 1

衰减参数 λ ∈ [0, 1]；例中 γ = 1、λ = 0.5，每步旧记忆减半。

核心理解

当前的一个 TD 误差，可以按记忆权重向多个近期状态分配。
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累积资格迹与 TD(λ)（选讲）
初始记忆 e−1(s) = 0；每一步先更新各状态的资格：

et(s) = γλet−1(s)︸ ︷︷ ︸
过去的记忆逐步衰减

+ 1{St = s}︸ ︷︷ ︸
当前访问的状态加 1

.

• et(s) 是状态 s 此时的资格；1{St = s} 成立时为 1，否则为 0。
• 取本步 TD 误差 δt = Rt+1 + γV(St+1)− V(St)。

V(s)← V(s) + αδtet(s)︸ ︷︷ ︸
同一个误差，按不同记忆权重分配

.

核心理解

每步可以更新多个有资格的状态；新片段开始时清零，非终止返回起点时不清零。
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表格型方法中的规划与学习
Planning and Learning with Tabular Methods

一步经验已经能更新价值；借助模型，还能继续利用这一步吗？
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直接学习与模型规划

直接学习（Direct Learning）
真实执行动作，得到 (St,At,Rt+1, St+1)。

办公室 O 大厅 A
−1

实线：这一步真的发生

规划（Planning）
查询模型，得到 (s, a, r̂, ŝ′)。

办公室 O 大厅 A
r̂ = −1

虚线：模型给出预测

帽子 ˆ标记模型结果；查询模型时，机器人没有再次移动。

核心理解

规划用模型生成更新材料；价值仍按熟悉的规则更新。
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环境模型需要预测什么
给定 (s, a)，模型预测奖励 r̂、下一状态 ŝ′ 和终止标记 d̂ ∈ {0, 1}。

办公室 O 大厅 A
−1

ŝ′ = A, d̂ = 0

走廊 B 教室 G
+10

ŝ′ = G, d̂ = 1

大厅 A 办公室 O
−1

ŝ′ = O, d̂ = 0

• d̂ = 1：已经送达，不再加入后续价值。
• d̂ = 0：任务继续；回到办公室，也不等于片段结束。

核心理解

模型（Model）回答“会发生什么”；价值函数（Value Function）回答“长期有多好”。
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已知模型与学习模型

已知模型：回顾 DP
直接使用给定规则：

p(s′, r | s, a).

可对所有可能结果求期望。

学得模型：进入 Dyna

办公室 O 大厅 A
−1

模型条目：(−1,A, 0)

记录

Model(s, a)← (r, s′, d)；未访问条目仍未知。
适用范围：上图记录针对静态、确定性环境；随机环境需结果分布或采样模型。

核心理解

MC / TD 直接从经验更新价值：无模型（Model-free）；
Dyna 显式利用模型规划：基于模型（Model-based）。
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反复用经验：回放与 Dyna 有何区别？
两者都能增加价值更新次数，但提供更新材料的方式不同。

经验回放：取出旧样本

存储真实发生的 (s, a, r, s′, d)，再从缓冲区
抽取记录更新 Q。
无需学习环境模型；本书的表格
Q-learning 也可以回放。

Dyna：查询学得模型
先学习 Model(s, a)，再查询或采样预测结
果，更新 Q。
明确多了一个环节：学习并使用环境模型。

• 额外更新消耗计算，不等于获得更多真实环境观测。
• 简单确定性表格模型可与回放产生相同转移；区别在组织方式及模型用途。

旧经验的策略条件： Q-learning 允许异策略数据；标准同策略 Sarsa 不能不加处理地使
用旧策略轨迹。
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Dyna：把学习与规划结合起来
Dyna: Integrating Learning and Planning

一次真实经验，既更新价值，也为后续规划补充模型。
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Dyna 的学习与规划循环

真实环境
Environment

真实经验
O → A：−1
(s, a, r, s′, d)

价值表 Q
与动作选择规则

环境模型
Model

模拟经验
Simulated
Experience

直接学习

学习模型

生成转移

规划更新

按当前策略行动

核心理解

上方直接更新价值；下方先记录环境规律，再通过模拟经验更新价值。
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Dyna-Q 的更新目标
对真实或模拟转移 (s, a, r, s′, d)，先构造目标：

y =

r, d = 1 已经终止,

r + γ max
a′

Q(s′, a′), d = 0 还会继续.

走廊 B 教室 G
+10

模拟送达：d = 1
目标 y = +10

Q(s, a)︸ ︷︷ ︸
当前估计

← Q(s, a) + α
[

y︸︷︷︸
目标

−Q(s, a)
]
.

估计对象：q∗(s, a)；所需信息：一条转移与终止标记。a′ 遍历下一状态可选动作。

核心理解

Dyna-Q 改变的是经验的来源，Q-learning 的目标与误差结构保持不变。
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一次模拟经验的数值更新
查询已经学到的模型；设 γ = 1、α = 0.5。图中虚线表示模拟结果。

办公室 O 大厅 A
r = −1
d = 0

当前动作值
Q(O,去 A) = 4

当前后续估计
maxa′ Q(A, a′) = 9

目标y = −1 + 9 = 8,

误差y− Q = 8− 4 = 4,

新估计Q = 4 + 0.5× 4 = 6 .

这次机器人没有实际移动；模型记录与当前价值估计共同构造目标。

核心理解

转移记录可以重复使用；后续价值在变化，因此目标也可能随之更新。
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Dyna-Q 的执行步骤
初始化 Q、空模型和已观察集合 D；n 为每次交互后的规划步数。

1. 行动：在真实 s 用 ϵ-greedy 选 a，观察 (r, s′, d)。
2. 直接学习：计算下方目标 y，更新 Q(s, a)。
3. 记模型：Model(s, a)← (r, s′, d)，把 (s, a) 加入 D。
4. 规划 n 次：从 D 采样 (s̃, ã)，查询 (̃r, s̃′, d̃)，同规则更新 Q(s̃, ã)。
5. 继续：按真实 s′, d 行动；若终止，重新开始送件。波浪号标记模拟数据。

真实交互 1 步 直接更新 1 次 模型规划 20 次 下一次真实交互

y =

{
r, d = 1,

r + γ maxa′ Q(s′, a′), d = 0,
Q(s, a)← Q(s, a) + α[y− Q(s, a)].

核心理解
规划只更新内部估计，不移动机器人；继续交互仍使用真实的 s′, d。
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真实交互与额外计算
每次真实交互后做 n = 20 次规划；100 次真实交互怎样支持 2100 次更新？

真实交互
100 次

直接更新
100 × 1 = 100 次

模型规划
100 × 20 = 2000 次

价值更新总数
100×21 = 2100

• 真实交互仍为 100 次；额外付出的是计算时间。
• 重复查询模型，不会产生新的独立实测证据。

核心理解

有用的规划，让已有信息影响更多价值判断。
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规划中的价值传播
更新更多次有什么用？先固定三步路线，只看策略价值 V 的传播：

办公室 O 大厅 A 走廊 B 目标教室 G
−1 −1 +10

模型已记录这三步；设 V 初值为 0，γ = α = 1，V(G) = 0。

V(B)← 10 + 0 = 10,

V(A)← −1 + 10 = 9,

V(O)← −1 + 9 = 8.

核心理解

从后往前备份（Backup），让前面的状态“知道”后面能送达。Dyna-Q 对动作价值做类
似传播，后续采用最大动作值。
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模型误差与环境变化
环境变化：原本可走的 A–B 通道封闭，但模型还保存着旧结果。

旧模型的预测

大厅 A 走廊 B
−1

仍预测下一状态为 B

现在的真实结果

大厅 A 走廊 B−1
通道封闭，机器人留在 A

• 模型偏差（Model Bias）：模拟结果与真实结果存在系统差异。
• 模型过时（Stale Model）：过去正确的转移记录，现在不再正确。

核心理解

反复使用旧转移，可能高估不可行路线；模型需要真实反馈来检验。
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规划与探索的分工
若 A–B 后来重新开放，旧模型仍会说“此路不通”。

旧 模 型
仍 记 录
“留 在 A”

大厅 A 走廊 B
真实尝试：−1

通道已重新开放

新反馈：修正模型

• 基本 Dyna-Q 复用已观察的状态与动作；更新过时记录仍要真实尝试。
• Dyna-Q+：规划时给很久未尝试的动作增加探索奖励，鼓励重新检查。
• 这是内部探索加项，不是环境真的多发了一笔奖励。

核心理解

Planning 复用信息；Exploration 寻找可能改变判断的新信息。
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总结：用学习目标串起本合集
Summary: Connecting Methods Through Learning Targets

从完整回报、一步预测到模拟经验，用“目标从哪里来”串起本合集。
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同一个更新骨架，不同的目标来源

办公室 O 大厅 A 走廊 B 目标教室 G−1 −1 +10

方法 学习目标或更新来源 所需信息

DP 评价 Eπ[Rt+1 + γV(St+1) | St = s] 模型与固定策略
MC 预测 完整回报 Gt（可更新 V 或 Q） 完整采样片段
TD(0) 预测 Rt+1 + γV(St+1) 一步真实转移
多步 TD 多个实际奖励，加末端价值估计 一段真实轨迹
Dyna-Q 用真实 / 模拟转移构造 Q-learning 目标 真实经验与学得模型

先辨认目标的两部分
区分实际观测或模型提供的信息，以及尚待学习的价值估计。
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预测和控制，要看学什么、怎样用
简写 R = Rt+1、S′ = St+1、A′ = At+1；终止后自举项为 0。

方法 估计对象 目标 策略如何处理

DP 评价 vπ Eπ[R + γV(S′)] 固定策略
MC 预测 vπ 或 qπ Gt 固定策略
TD(0) 预测 vπ R + γV(S′) 固定策略
MC 控制 随策略改进的 Q Gt 改善并探索
Sarsa 控制 跟踪当前策略的 qπ R + γQ(S′,A′) 改善并探索
Q-learning q∗ R + γ maxa′ Q(S′, a′) 行为可含探索

两个关键区分
预测也能学 Q；Sarsa 固定策略时也能做预测。
控制的关键是改善策略，不能仅凭用了 V 还是 Q 来判断。
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强化学习算法的分类维度

维度 类别或表示 本课中的例子

任务 预测 / 控制 策略评估 / 策略迭代
表示 V / Q / 策略 TD(0) / Q-learning / A2C
环境模型 基于模型 / 无模型 DP、Dyna / MC、直接 TD
自举 自举 / 完整回报 TD / MC
策略关系 同策略 / 异策略 标准 Sarsa / Q-learning

Q-learning 的分类
控制；动作值 Q；无环境模型；自举；允许异策略数据。
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学到 Q 后，还需要单独学习 V 吗？

信息关系：要匹配同一个策略

vπ(s) =
∑

a
π(a | s)qπ(s, a), v∗(s) = max

a
q∗(s, a).

若准确掌握 qπ 和 π，可直接算出 vπ，无需另学一张 V 表。

• 本课无模型控制：MC Control、Sarsa、Q-learning 直接学 Q，不依赖先学 V。
• 本课 DP 控制：用 V 加环境模型比较动作，逐步改善策略。
• 后续策略梯度：可直接学习策略，用 V 作为基线或 Critic，帮助评价动作结果。

因此，V 是一种有用的工具，而非所有控制算法的必经步骤
q∗ 支持最优决策；它不能直接代入策略平均公式，冒充任意策略的 qπ。
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选讲：V 怎样帮助策略变好？
A2C 的分工：策略 πθ 负责行动，V 估计当前策略表现；dt = 1 表示终止。

TD 误差：这次行动是否好于原先预期？

δt = Rt+1 + γ(1− dt)V(St+1)− V(St).

若 V = vπ，则 E[δt | St = s,At = a] = qπ(s, a)− vπ(s)，即优势。

更新评估：让预测更准

V(St)← V(St) + αδt.

仍是我们学过的 TD(0)。

更新策略：偏向更好的动作

θ ← θ + βδt∇θ logπθ(At | St).

TD 误差提供策略改善信号。
V(St) 也充当状态基线；不依赖当前动作的基线不改变期望策略梯度。
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根据可用信息选择方法

1. 已有完整片段

办公室
O

大厅
A

走廊
B

教室
G

−1 −1 +10

想评价生成片段的固定策略。

2. 希望每步更新

办公室 O 大厅 A
−1

刚走一步，还没有送达。

3. 已学到局部模型

办公室 O 大厅 A
r̂ = −1

真实交互昂贵，可以查询模型。

• 条件 1：MC 用完整回报作目标。
• 条件 2：TD 用一步奖励加后续估计，提前更新。
• 条件 3：加入 Dyna 式规划复用模型，并用真实反馈检验它。

核心理解

方法选择可以不唯一，但应说清：手头有什么信息，何时能构造目标。
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最终目标是改善策略，价值提供长期判断

办公室 O 大厅 A 走廊 B 目标教室 G
−1 −1 +10

本课主线：通过动作值选动作

经验 −→ 更新 Q
Q −→ 贪心或 ϵ-greedy 策略
MC Control、Sarsa、Q-learning、Dyna-Q。

后续路线：直接更新策略

经验 −→ 估计当前策略的长期表现

评价信号 −→ 更新 πθ

选讲 Actor-Critic：价值负责评价，策略负
责行动。

理解一个算法的三个起点

学什么？目标怎么构造？它怎样影响下一次行动？
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2. Richard S. Sutton and Andrew G. Barto.

Reinforcement Learning: An Introduction.
第 2 版修订稿（Second edition, in progress），2014–2015。

参考主题：Bandit、有限 MDP、动态规划、Monte Carlo、TD、
多步方法、资格迹，以及规划与 Dyna。
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